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Resumen

El método de Análisis de Varianza (ANOVA) es una técnica estad́ıstica utilizada

para comparar las medias de tres o más grupos para determinar si al menos uno de los

grupos es significativamente diferente de los demás. Es decir, el ANOVA se utiliza para

responder preguntas sobre si hay diferencias significativas entre grupos.

A diferencia del enfoque clásico, donde el número de grupos se mantiene fijo y el

tamaño de muestra de cada población aumenta, en esta tesis exploraremos que sucede

cuando se asume que el número de grupos (k) es grande y el tamaño de cada muestra

está limitado o es pequeño en comparación con k. Estudiaremos como se obtiene la

distribución asintótica del estad́ıstico del test bajo la hipótesis nula de igualdad de las

k medias. Espećıficamente, mostraremos que el estad́ıstico del test es asintóticamente

normal bajo la hipótesis nula.

También evaluaremos el rendimiento en muestras finitas del test basado en la dis-

tribución asintótica nula mediante un estudio de simulación en la que estudiaremos el

comportamiento tanto del nivel como de la potencia del test.
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Caṕıtulo 1

ANOVA Clásico

El ANOVA es una herramienta ampliamente difundida en la investigación cient́ıfica

y se utiliza en una variedad de campos, desde la bioloǵıa hasta la economı́a. Se aplica

comúnmente en experimentos donde se prueban diferentes tratamientos, condiciones o

niveles de un factor para determinar su efecto en una variable de interés. El método

de ANOVA es una herramienta estad́ıstica fundamental para analizar y comprender las

diferencias entre grupos en un conjunto de datos.

La idea general de esta herramienta se basa en examinar la variabilidad dentro de

cada grupo y la variabilidad entre los grupos para determinar si las diferencias observa-

das son estad́ısticamente significativas o simplemente producto del azar. Esto se logra

comparando la dispersión entre los grupos con la dispersión dentro de los grupos. Si la

dispersión entre los grupos es significativamente mayor que la dispersión dentro de los

grupos, entonces se concluye que al menos un grupo es diferente de los demás.

Mas precisamente, supongamos que tenemos k muestras independientes con varianzas

iguales y que cada muestra tiene n observaciones. LlamemosX11 . . . X1n, X21 . . . X2n, . . . ,

Xk1, . . . , Xkn a las N = kn variables aleatorias independientes, con varianza σ2 que

asumiremos finita y notemos µ1, . . . µk a las esperanzas del grupo 1 a k, respectivamente.

La hipótesis que se estudia en el problema de ANOVA es si las medias de estas k

muestras son iguales. Para ello se diseñan tests de hipótesis que nos permitan saber si

hay evidencia significativa como para rechazar nuestra afirmación. Es decir, el problema

consiste en saber si tenemos evidencia significativa en contra de la hipótesis nula (H0)

siendo

H0 : µ1 = µ2 · · · = µk

versus la h́ıpotesis alternativa que supone que algún par de medias es diferente entre śı.
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1.1. Construcción del Estad́ıstico del Test de ANOVA

El término “Análisis de Varianza ”fue acuñado por Fisher en su libro de 1925 “Statis-

tical Methods for Research Workers”[2]. Fisher desarrolló el ANOVA como una extensión

de la prueba t de Student, que hab́ıa sido introducida por Gosset (1908), conocido bajo

el seudónimo “Student”[8].

Fisher estaba interesado en comparar las medias de más de dos grupos y buscaba

una forma de hacerlo de manera eficiente y efectiva. Observó que la dispersión de los

datos pod́ıa dividirse en dos componentes: la variación debida a las diferencias entre los

grupos y la variación debida a las diferencias dentro de los grupos. Fisher propuso una

prueba estad́ıstica que comparaba estas dos fuentes de variación para determinar si las

diferencias entre las medias de los grupos eran significativas.

El enfoque de Fisher en el ANOVA fue revolucionario en su época y tuvo un gran im-

pacto en la investigación cient́ıfica. Desde entonces, el ANOVA se ha convertido en una

herramienta fundamental en muchas áreas de la ciencia, la ingenieŕıa y la investigación

social, utilizada para analizar datos experimentales y determinar si existen diferencias

significativas entre grupos de datos. A lo largo de los años, el ANOVA ha seguido evo-

lucionando con la introducción de diferentes variantes y extensiones, pero su concepto

básico de comparar la variabilidad entre grupos con la variabilidad dentro de los grupos

sigue siendo fundamental en su aplicación.

El estad́ıstico F se calcula dividiendo la variabilidad entre grupos por la variabilidad

dentro de los grupos. Si hay diferencias en las medias, esperaŕıamos que la variabilidad

entre los grupos fuera mayor que la variabilidad dentro de los grupos. Por lo tanto, el

valor del estad́ıstico F seŕıa grande.

Más precisamente, el ANOVA clásico utiliza el siguiente estad́ıstico:

F =
1

k − 1

k∑
i=1

n
(
Xi. −X ..

)2
Sp

2

donde Xi. = n−1
∑n

j=1Xij ; X .. = k−1
∑k

i=1Xi., y Sp
2 = k−1

∑k
i=1 s

2
i con

s2i = (n − 1)−1
∑n

j=1

(
Xij −Xi.

)2
. A continuación tratemos de entender cuál es la

intuición de la propuesta de este estad́ıstico F .

Notemos que tanto cada grupo a analizar, representado por una muestra, como el

sistema total, es decir, todos los datos observados, tienen su propia dispersión. Esta

última puede ser explicada por la dispersión que hay entre cada grupo, y dentro de

cada uno de ellos.

La dispersión dentro de los grupos se puede entender como la comparación de cada

dato observado con la media muestral del grupo al que pertenece. Es decir,
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dispersión dentro grupos =
suma cuadrados dentro de grupos

grados de libertad

=

∑k
i=1

∑n
j=1

(
Xij −Xi.

)2
k(n− 1)

= k−1
k∑

i=1

s2i = S2
p .

La dispersión entre los grupos se puede entender como la comparación de cada media

muestral con la media del sistema. Es decir,

dispersión entre grupos =
suma cuadrados entre grupos

grados de libertad

=

∑k
i=1 n

(
Xi. −X ..

)2
k − 1

.

El ANOVA compara las dos dispersiones a través del cociente de las mismas. Si asumimos

H0 verdadera, este cociente debeŕıa tomar valores cercanos a 1.

dispersión entre grupos

dispersión dentro grupos
=

1

k − 1

k∑
i=1

n
(
Xi. −X ..

)2
S2
p

= F.

Si asumimos adicionalmente que las muestras en cada grupo son normales, se puede

probar que el estad́ıstico F tiene una distribución Fk−1,k(n−1).

Veamos que bajo la hipótesis normalidad, F puede escribirse como el cociente de dos

variables que siguen una distribución χ2. Notemos que

F =
1

k−1

∑k
i=1

n(Xi.−X..)
2

σ2

1
k(n−1)

∑k
i=1

∑n
j=1(Xij−Xi.)

2

σ2

bajo las hipótesis de independencia y normalidad, se puede probar que s2i =
∑n

j=1(Xij−Xi.)
2

σ2

tiene distribución χ2
n−1 para 1 ≤ i ≤ k y s21, . . . , s

2
k son independientes e independientes

de Xi. luego
k∑

i=1

∑n
j=1

(
Xij −Xi.

)2
σ2

tiene distribución χ2
k(n−1).
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Por otro lado, la suma del numerador puede entenderse como si hubiésemos observado

la i-ésima media muestral de cada grupo que bajo normalidad es también normal, pero

con varianza σ2/n y bajo la hipótesis nula con igual media Por lo tanto,

k∑
i=1

(
Xi. −X ..

)2
σ2/n

,

tiene distribución χ2
k−1, bajo la hipótesis nula.

Finalmente, del hecho que s2i es independiente de Xi. también lo será el denominador

del numerador de F , por lo tanto F ∼
χ2
k−1
k−1

χ2
k(n−1)
k(n−1)

∼ Fk−1,k(n−1).

Es importante destacar a esta altura que esta distribución requiere fuertemente que

los grupos sigan una distribución normal. Esta hipótesis fue esencial para obtener las

distribuciones χ2 en los párrafos anteriores. Diversos autores han discutido el caso en

donde este supuesto no se cumple (véanse por ejemplo [4],[3],[5], y [6]).

En particular, en [6] se explica que si las muestras no siguen una distribución normal,

pero tenemos un número alto de observaciones, por el Teorema Central del Ĺımite po-

demos asumir que las medias muestrales siguen una distribución normal, y, por lo tanto

podemos usar el ANOVA clásico sin preocuparnos por el supuesto de normalidad.

Resumiendo en términos más simples, podŕıamos imaginar el ANOVA como una

herramienta que nos permite responder a la pregunta: ”¿Las diferencias entre los grupos

son más grandes que las diferencias dentro de los grupos?”. Si las diferencias entre los

grupos son grandes en comparación con las diferencias dentro de los grupos, entonces

podŕıamos concluir que al menos uno de los grupos es estad́ısticamente diferente de los

demás.

1.2. Test

En la sección anterior mostramos como se construye el estad́ıstico del ANOVA, y la

distribución que tiene bajo normalidad y asumiendo H0 verdadera. Veamos ahora cómo

diseñar un test de hipótesis para nuestro problema.

En general, los test de hipótesis consisten en definir un nivel de significación α, que es

la probabilidad de cometer un error de tipo I y en base al cálculo del p-valor p, construir

una región de rechazo.

Recordemos que el p-valor es la probabilidad de haber observado lo que se observó,

o algo más extremo, asumiendo H0 verdadera. La definición de extremo depende del

contexto del problema a resolver (por ejemplo, si estamos diseñando un test unilateral

o bilateral). Básicamente, rechazaremos H0 si α ∈ [p,+∞]. Ahora bien, para este test
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en particular, el estad́ıstico del mismo es F = 1
k−1

∑k
i=1

n(Xi.−X..)
2

Sp
2 que sigue una dis-

tribución Fk−1,k(n−1) bajo H0, y notaremos Fobs al valor del estad́ıstico observado para

la muestra. Como explicamos en 1.1, si las diferencias entre las medias de los grupos

son significativas, esperamos notar que la variabilidad entre los grupos sea mayor que la

variabilidad dentro de los grupos y por lo tanto, que el valor de Fobs sea grande. Entonces

buscamos rechazar H0 si el valor Fobs es grande. Aśı que en este contexto definimos al

p-valor como:

p = P (F ≥ Fobs).

Como ya mencionaos en la sección anterior, el ANOVA se basa en el supuesto de

normalidad de los datos. Esto es especialmente notable cuando mostramos que el es-

tad́ıstico del test puede pensarse como cociente de distribuciones de la forma χ2
m/m. Sin

embargo, cuando el tamaño de la muestra es grande, podemos asumir normalidad de las

medias muestrales debido al Teorema Central del Ĺımite.

Otra alternativa posible cuando no sabemos si se cumple el supuesto de normalidad,

pero śı se cumplen los supuestos de homogeneidad de las varianzas y la independencia

de las observaciones, es usar el siguiente resultado publicado en Boos y Brownie (1995):

Proposición 1.2.1. Supongamos que tenemos k muestras independientes con varianzas

iguales, y que cada muestra tiene n observaciones. LlamemosX11 . . . X1n, X21 . . . X2n, . . . ,

Xk1, . . . , Xkn a las N = kn variables. con Xij = µi + εij y εij variables aleatorias

iid, con media 0 y varianza σ2 < ∞ Entonces bajo H0 y para k fijo, se cumple que

(k − 1)F
d→ χ2

k−1, cuando n→∞.

Con esto, cuando el tamaño de las muestras es grande, podemos diseñar un test

asintótico que nos ayude a decidir si hay evidencia suficiente para rechazar la hipótesis

nula.

Como ya mencionamos anteriormente, para realizar un test de hipótesis necesitamos

definir el nivel de significación del mismo (α), hallar el pvalor y con este último construir

la región de rechazo. Ahora bien, para este test en particular, el estad́ıstico es T = (k−
1)F , que, para n grandes podemos asumir que tiene una distribución χ2

k−1, y notaremos

Tobs = (k − 1)Fobs al valor del estad́ıstico observado para la muestra. Como explicamos

en 1.1, si las diferencias entre las medias de los grupos son significativas, esperamos notar

que la variabilidad entre los grupos sea mayor que la variabilidad dentro de los grupos y

por lo tanto, que el valor de F observado sea grande. Entonces, como Tobs = (k− 1)Fobs,

buscamos rechazar H0 si el valor Tobs es grande. Aśı que en este contexto definimos al

pvalor como aquel que cumple lo siguiente:

p = P (T ≥ Tobs).

Por todo lo desarrollado en esta sección, podemos notar que el no-cumplimiento de

uno de los supuestos del ANOVA puede llevar a que el estudio de nuestro problema se
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dificulte. Sin embargo, con algunas modificaciones se pueden crear otras herramientas

que nos permitan resolverlo. En el caso anterior, con multiplicar al estad́ıstico F por k-1

y diseñar un test asintótico podemos sortear el obstáculo de no tener normalidad en los

datos. En la siguiente sección mencionaremos otras limitaciones, y posibles modificacio-

nes para poder estudiar nuestro problema original, a pesar de que no se respeten todos

los supuestos.

1.3. Limitaciones del test

Aunque el ANOVA es una herramienta estad́ıstica poderosa y ampliamente utilizada,

también tiene algunas limitaciones importantes que deben tenerse en cuenta. En primer

lugar, requiere supuestos espećıficos. ANOVA se basa en ciertos supuestos, como la

normalidad de los datos, la homogeneidad de las varianzas y la independencia de las

observaciones. Si estos supuestos no se cumplen, los resultados de ANOVA pueden ser

poco confiables. Ya discutimos anteriormente que si carecemos de normalidad de las

observaciones, podemos de cierto modo compensarlo si contamos con un número grande

de observaciones. La validación y chequeo de supuestos es un paso importante antes de

aplicar esta técnica.

Otra limitación es su sensibilidad a valores at́ıpicos. ANOVA puede ser sensible a

valores at́ıpicos en los datos, especialmente cuando los tamaños de muestra son pequeños.

Los valores at́ıpicos pueden afectar significativamente la estimación de las medias y las

varianzas, lo que a su vez puede influir en las conclusiones del análisis. Este es un

tema que ha sido ampliamente tratado en la literatura a partir de la implementación de

métodos de detección de outliers y alternativas robustas.

Otro punto débil al que se enfrenta ANOVA es la dificultad para manejar datos no

balanceados. ANOVA asume que todas las muestras tienen el mismo tamaño, lo que

puede ser problemático cuando los tamaños de muestra son desiguales. Existen variantes

de ANOVA que pueden manejar datos no balanceados, introduciendo correcciones como

la de Huynh-Feldt o Greenhouse-Geisser. Estas variantes ajustan los grados de libertad

y las estimaciones de la varianza para tener en cuenta los desequilibrios en los tamaños

de muestra.

También es importante señalar que ANOVA no proporciona información sobre las

relaciones individuales. ANOVA se centra en la comparación de las medias de grupos,

pero no proporciona información sobre las relaciones individuales entre las variables. Esto

puede ser problemático si se desea comprender las relaciones espećıficas entre variables en

detalle. Sin embargo, existen, por ejemplo, lo que se denominan comparaciones múltiples

que permiten detectar en caso de rechazar la igualdad de medias cuáles de ellas difieren.

Finalmente, notemos que la propuesta clásica de ANOVA se basa en el hecho de

que el número de grupos es fijo, es decir, no crece. Sin embargo, se puede considerar
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un escenario donde el número de grupos puede ser muy grande, especialmente en estu-

dios de ciertas disciplinas como la genética, la bioinformática, la clasificación de datos,

entre otras. En particular, en estudios genéticos, el número de genotipos diferentes pue-

de ser elevado, especialmente cuando se consideran variaciones genéticas en poblaciones

grandes o diversificadas. En análisis de secuencias biológicas, como ADN o protéınas, el

número de secuencias únicas puede ser enorme. Por ejemplo, en estudios de metagenómi-

ca que analizan comunidades microbianas, se pueden encontrar miles o incluso millones

de secuencias únicas. En mineŕıa de texto o análisis de grandes conjuntos de documentos,

el número de categoŕıas o temas diferentes puede ser vasto, especialmente si se consi-

deran todas las palabras o frases únicas en los documentos. En estudios de mercado o

marketing, se pueden identificar una gran cantidad de segmentos de mercado diferentes

basados en diversas caracteŕısticas demográficas, geográficas o de comportamiento.

En los caṕıtulos siguientes analizaremos si esta situación es una limitación para

ANOVA.
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Caṕıtulo 2

Análisis de ANOVA para k grande

Como presentamos en la sección anterior, en muchos campos se hacen experimentos

para comparar diferentes tratamientos y detectar si los tratamientos en media son iguales

o difieren. Y para ello la técnica por excelencia es ANOVA. Este método funciona bien

cuando se tienen muchos datos para cada tratamiento. Pero a veces, en ciertos contextos,

es usual tener muchos tratamientos, pero pocos datos para cada uno de ellos.

En esta tesis se estudiará la propuesta introducida por Boos y Brownie (1995) en la

que discuten cómo funcionan el test clásico de ANOVA cuando hay muchos tratamientos

y pocos datos para cada uno. En este caṕıtulo comentaremos cuál es el problema que

nos interesa analizar, y describiremos las ideas que nos van a ayudar a resolverlo.

2.1. Estad́ıstico del Test

Consideramos que tenemos el diseño de un solo factor o tratamiento, y que la asig-

nación de los tratamientos a los grupos se realiza de manera completamente aleatoria.

Llamemos Xij a la j-ésima observación del grupo i, donde 1 ≤ i ≤ k y 1 ≤ j ≤ n,

es decir, supondremos que los tamaños de muestra son iguales en cada grupo. Además,

supondremos que E(Xij) = µi y V (Xij) = σ2 para 1 ≤ i ≤ k y 1 ≤ j ≤ n, esto es, todos

los grupos tienen igual varianza. Es decir, consideraremos la siguiente hipótesis:

S1 X11 . . . X1n, X21 . . . X2n . . . Xk1 . . . Xkn son N = kn conXij = µi+εij y εij variables

aleatorias iid, con media 0 y varianza σ2 < ∞.

Estamos interesados en realizar un test para la siguiente hipótesis:

H0 : µ1 = µ2 · · · = µk vs H1 : ∃ r ̸= s tal que µr ̸= µs

8



Consideremos el estad́ıstico F de ANOVA definido en el caṕıtulo anterior,

F =
1

k − 1

k∑
i=1

n
(
Xi. −X ..

)2
Sp

2

donde Xi. = n−1
∑n

j=1Xij ; X .. = k−1
∑k

i=1Xi., y Sp
2 = k−1

∑k
i=1 s

2
i con

s2i = (n− 1)−1
∑n

j=1

(
Xij −Xi.

)2
.

En lo que sigue del caṕıtulo desarrollaremos cuidadosamente la demostración del

siguiente Teorema que fue estudiado en el trabajo de Boos y Brownie (1995).

Teorema 2.1.1. Bajo la hipótesis S1, si E((Xi1 − µi)
4) ≤ M para todo 1 ≤ i ≤ k y

suponiendo que H0 es cierta,

k1/2(F − 1)
d→ N

(
0,

2n

n− 1

)
,

si k→∞ y n está fijo.

Notemos que el Teorema 2.1.1 requiere una condición extra que es E((Xi1−µi)
4) ≤ M

para todo 1 ≤ i ≤ k. Esta condición es necesaria para controlar la convergencia de Sp
2.

Como veremos más adelante Sp
2 converge en probabilidad a σ2 pero a diferencia de

cuando el número de grupos está fijo, en este caso necesitamos controlar su varianza, lo

que lleva a suponer una cota para el momento cuarto de las variables.

Antes de demostrar del teorema 2.1.1, introduciremos las siguientes identidades al-

gebraicas, que nos serán útiles más adelante.

Proposición 2.1.2. Sean Y1, . . . , Yn una muestra de tamaño n, y sean µ y σ2 constantes

arbitrarias. Luego

a)

s2 − σ2 − 1

n

n∑
i=1

[
(Yi − µ)2 − σ2

]
= − 2

n(n− 1)

∑
i<j

(Yi − µ) (Yj − µ) . (IA1)

donde s2 = 1
n−1

∑n
i=1

(
Yi − Y

)2
.

b) (
Y − µ

)2 − s2

n
=

2

n(n− 1)

∑
i<j

(Yi − µ) (Yj − µ) . (IA2)

Notemos que para que estas igualdades tengan sentido, necesitamos que n ≥ 2 pero

esto no constituye una restricción cuando se trabaja con una muestra aleatoria.
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Antes de demostrar esta proposición, observemos que si Y1, . . . , Yn son iid con media

µ y varianza σ2, el lado derecho de las igualdades IA1 y IA2

2

n(n− 1)

∑
i<j

(Yi − µ) (Yj − µ)

tiene esperanza 0 y varianza 2σ4

n(n−1) .

Usando la independencia de Yi e Yj para i ̸= j tenemos que

E

 2

n(n− 1)

∑
i<j

(Yi − µ) (Yj − µ)

 =
2

n(n− 1)

∑
i<j

E [(Yi − µ) (Yj − µ)]

=
2

n(n− 1)

∑
i<j

E (Yi − µ)E (Yj − µ) = 0

Ahora calculemos la varianza,

V ar

− 2

n(n− 1)

∑
i<j

(Yi − µ) (Yj − µ)

 =
1

n2(n− 1)2
V ar

2
∑
i<j

(Yi − µ) (Yj − µ)



=
1

n2(n− 1)2
V ar

∑
i ̸=j

(Yi − µ) (Yj − µ)


=

1

n2(n− 1)2
cov

∑
i ̸=j

(Yi − µ) (Yj − µ) ,
∑
s ̸=t

(Ys − µ) (Yt − µ)


=

1

n2(n− 1)2

∑
i ̸=j

∑
s ̸=t

cov [(Yi − µ) (Yj − µ) , (Ys − µ) (Yt − µ)] .

Calculemos entonces cov [(Yi − µ) (Yj − µ) , (Ys − µ) (Yt − µ)] teniendo en cuenta que

i ̸= j y que s ̸= t. Notemos que

cov [(Yi − µ) (Yj − µ) , (Ys − µ) (Yt − µ)]

= E [(Yi − µ) (Yj − µ) (Ys − µ) (Yt − µ)]− E [(Yi − µ) (Yj − µ)]E [(Ys − µ) (Yt − µ)]

=
i ̸=j,s̸=t

E [(Yi − µ) (Yj − µ) (Ys − µ) (Yt − µ)]

Veamos entonces las diferentes combinaciones de ı́ndices:

Si i, j, s, t son todas distintas, cov [(Yi − µ) (Yj − µ) , (Ys − µ) (Yt − µ)] = 0, porque

las variables son iid.
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Śı i = s, y j ̸= t, cov [(Yi − µ) (Yj − µ) , (Ys − µ) (Yt − µ)] = E
[
(Yi − µ)2 (Ys − µ) (Yt − µ)

]
=

0, porque las variables son iid.

Si i = s y j = t, cov [(Yi − µ) (Yj − µ) , (Ys − µ) (Yt − µ)] = E
[
(Yi − µ)2 (Yj − µ)2

]
=(

σ2
)2

= σ4

Si i = t y j = s, es análogo al caso anterior.

Por lo tanto,

V ar

− 2

n(n− 1)

∑
i<j

(Yi − µ) (Yj − µ)

 =

1

n2(n− 1)2

∑
i ̸=j

∑
s ̸=t

cov [(Yi − µ) (Yj − µ) , (Ys − µ) (Yt − µ)]

=
1

n2(n− 1)2
σ4 (#{(i, j) : i = s, j = t, i ̸= j}+#{(i, j) : i = t, j = s, i ̸= j})

=
1

n2(n− 1)2
σ42n(n− 1) =

2σ4

n(n− 1)
.

Ahora śı, demostremos la proposición 2.1.2.

Demostración. Proposición 2.1.2:

Veamos primero la demostración de a). Reescribamos el lado izquierdo de la igualdad

IA1

s2 − σ2 − 1

n

n∑
i=1

[
(Yi − µ)2 − σ2

]
= s2 − 1

n

n∑
i=1

(Yi − µ)2 .

Reemplazando s2 por 1
n−1

∑n
i=1

(
Yi − Y

)2
la igualdad anterior es equivalente a :

s2 − σ2 − 1

n

n∑
i=1

[
(Yi − µ)2 − σ2

]
=

1

n− 1

n∑
i=1

(
Yi − Y

)2 − 1

n

n∑
i=1

(Yi − µ)2

=
1

n(n− 1)

(
n

n∑
i=1

(
Yi − Y

)2 − (n− 1)
n∑

i=1

(Yi − µ)2
)
.

Para probar IA1 nos alcanza con ver que

n

n∑
i=1

(
Yi − Y

)2 − (n− 1)

n∑
i=1

(Yi − µ)2 = −2
∑
i<j

(Yi − µ) (Yj − µ) . (1)
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Trabajemos ahora con el lado derecho de esta igualdad. Aplicando propiedad distri-

butiva, y separando la suma:

−2
∑
i<j

(Yi − µ) (Yj − µ) = −2
∑
i<j

YiYj + 2µ
∑
i<j

(Yi + Yj)− 2µ2
∑
i<j

1. (2)

Analicemos con más detalle
∑

i<j (Yi + Yj), es decir, veamos cuántas veces aparece

cada Ym, con 1 ≤ m ≤ n en cada término de la serie:

Cuando i = m, en la serie aparecen los términos Ym + Yj con m+ 1 ≤ j ≤ n (Ym
aparece n−m veces)

Cuando j = m, en la serie aparecen los términos Yi + Ym con 1 ≤ i ≤ m − 1 (Ym
aparece m− 1 veces)

Entonces, cada Ym aparece n−m+m− 1 = n− 1 veces. Aśı que podemos afirmar

que
∑

i<j (Yi + Yj) = (n− 1)
∑n

i=1 Yi.

Además, si tenemos en cuenta lo siguiente:

2
∑

i<j YiYj =
∑

i ̸=j YiYj .∑
i<j 1 = n(n−1)

2 .

Y reemplazamos esta información en el lado derecho de (2):

−2
∑
i<j

(Yi − µ) (Yj − µ) = −
∑
i ̸=j

YiYj + 2µ (n− 1)
n∑

i=1

Yi − 2µ2n(n− 1)

2

= −
∑
i ̸=j

YiYj + 2µ (n− 1)

n∑
i=1

Yi − µ2n (n− 1) .

Veamos que esta última expresión es exactamente la misma que conseguimos si de-

sarrollamos el lado izquierdo de (1), y con esto terminamos de probar la igualdad IA1

n

n∑
i=1

(
Yi − Y

)2−(n−1)

n∑
i=1

(Yi − µ)2 = n

n∑
i=1

(
Y 2
i − 2YiY + Y

2
)
−(n−1)

n∑
i=1

(
Y 2
i − 2µYi + µ2

)

= n

(
n∑

i=1

Y 2
i − 2nY

2
+ nY

2

)
− (n− 1)

(
n∑

i=1

Y 2
i − 2µnY + nµ2

)
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=
n∑

i=1

Y 2
i − n2Y

2
+ 2µn(n− 1)Y − n(n− 1)µ2

=

n∑
i=1

Y 2
i −

 n∑
i=1

Y 2
i +

∑
i ̸=j

YiYj

+ 2µ(n− 1)

n∑
i=1

Yi − n(n− 1)µ2

= −
∑
i ̸=j

YiYj + 2µ(n− 1)

n∑
i=1

Yi − n(n− 1)µ2.

Para finalizar esta demostración veamos b). Notemos que anteriormente demostramos

que:

−2
∑
i<j

(Yi − µ) (Yj − µ) = −
∑
i ̸=j

YiYj + 2µ (n− 1)

n∑
i=1

Yi − µ2n (n− 1) .

Usando esto, del lado derecho de IA2 tenemos:

2

n(n− 1)

∑
i<j

(Yi − µ) (Yj − µ) =
1

n(n− 1)

∑
i ̸=j

YiYj −
2µ

n

n∑
i=1

Yi + µ2.

Veamos que esta última expresión es exactamente la misma que conseguimos si de-

sarrollamos el lado izquierdo de IA2:

(
Y − µ

)2 − s2

n
= Y

2 − 2µY + µ2 − 1

n(n− 1)

n∑
i=1

(
Yi − Y

)2
= Y

2 − 2µY + µ2 − 1

n(n− 1)

(
n∑

i=1

Y 2
i − nY

2

)

= Y
2
(
1 +

1

n− 1

)
− 2µY + µ2 − 1

n(n− 1)

n∑
i=1

Y 2
i

=
1

n(n− 1)

 n∑
i=1

Y 2
i +

∑
i ̸=j

YiYj

− 2µY + µ2 − 1

n(n− 1)

n∑
i=1

Y 2
i

=
1

n(n− 1)

∑
i ̸=j

YiYj −
2µ

n

n∑
i=1

Yi + µ2

que es a lo que queŕıamos llegar.

Ahora, si estamos en condiciones del Teorema 2.1.1, la demostración se basa en la

dada en [1], a la que le completaremos los detalles omitidos.
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2.2. Demostración del Teorema 2.1.1

En primer lugar notemos que

k1/2 [F − 1] = k1/2

[
n

Sp
2(k − 1)

k∑
i=1

(
Xi. −X ..

)2 − n

kSp
2

k∑
i=1

s2i
n

]

=
k1/2

[
1

k−1

∑k
i=1

(
Xi. −X ..

)2 − 1
k

∑k
i=1

s2i
n

]
S2
p/n

=
k1/2

[
1

k−1

∑k
i=1

(
Xi. −X ..

)2 − σ2

n − 1
k

∑k
i=1

(
s2i
n − σ2

n

)]
S2
p/n

.

Veamos que

k1/2

[
1

k − 1

k∑
i=1

(
Xi. −X ..

)2 − σ2

n
− 1

k

k∑
i=1

(
s2i
n

− σ2

n

)]

= k−1/2
k∑

i=1

[(
Xi. − µ

)2 − σ2

n
−
(
s2i
n

− σ2

n

)]
− 2k1/2

k(k − 1)

∑
i<j

(
Xi. − µ

) (
Xj. − µ

)
.

Para ello pensemos que X1., X2., . . . Xk., hacen las veces de Y1, Y2, . . . Yn en la pro-

posición 2.1.2, y veamos que podemos aplicarla a nuestro problema (notar que en este

caso tenemos una muestra de k elementos). Para esto, recordemos que E
(
Xi.

)
= µ y

que V ar
(
Xi.

)
= σ2

n ∀1 ≤ i ≤ k. Usando la proposición a) tenemos que:

s2 − σ2

n
− 1

k

k∑
i=1

[(
Xi. − µ

)2 − σ2

n

]
= − 2

k(k − 1)

∑
i<j

(
Xi. − µ

) (
Xj. − µ

)
(3)

donde s2 = 1
k−1

∑k
i=1

(
Xi. −X ..

)2
. Luego, resulta que

k1/2

[
1

k − 1

k∑
i=1

(
Xi. −X ..

)2 − σ2

n
− 1

k

k∑
i=1

(
s2i
n

− σ2

n

)]
= k1/2

[
s2 − σ2

n
− 1

k

k∑
i=1

(
s2i
n

− σ2

n

)]

= k1/2
[
s2 − σ2

n

]
− k−1/2

k∑
i=1

(
s2i
n

− σ2

n

)
.

Aśı usando (3) tenemos

k1/2
[
s2 − σ2

n

]
− k−1/2

k∑
i=1

(
s2i
n

− σ2

n

)
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= k1/2

1
k

k∑
i=1

[(
Xi. − µ

)2 − σ2

n

]
− 2

k(k − 1)

∑
i<j

(
Xi. − µ

) (
Xj. − µ

)−k−1/2
k∑

i=1

(
s2i
n

− σ2

n

)

= k−1/2
k∑

i=1

[(
Xi. − µ

)2 − σ2

n
−
(
s2i
n

− σ2

n

)]
− 2k1/2

k(k − 1)

∑
i<j

(
Xi. − µ

) (
Xj. − µ

)
Que es lo que queŕıamos mostrar. A partir de la descomposición encontrada, llamemos

U = k−1/2
∑k

i=1

[(
Xi. − µ

)2 − σ2

n −
(
s2i
n − σ2

n

)]
yR = − 2k1/2

k(k−1)

∑
i<j

(
Xi. − µ

) (
Xj. − µ

)
.

Notemos que

k1/2(F − 1) =
U +R

S2
p/n

.

Para completar la demostración probaremos que U es asintóticamente normal y en-

contraremos el ĺımite en probabilidad de R y S2
p/n. Empecemos probando que V ar(R) =

2σ4

(k−1)n2 .

V ar(R) = V ar

− 2k1/2

k(k − 1)

∑
i<j

(
Xi. − µ

) (
Xj. − µ

)
= kV ar

 2

k(k − 1)

∑
i<j

(
Xi. − µ

) (
Xj. − µ

) .

Como X1., X2., . . . Xk. son iid, podemos usar la observación que detallamos luego de

la proposición 2.1.2, y entonces podemos afirmar que

V ar

 2

k(k − 1)

∑
i<j

(
Xi. − µ

) (
Xj. − µ

) =
2σ4

n2k(k − 1)
.

Y, por lo tanto, V ar(R) = 2σ4

n2(k−1)
entonces cuando k → ∞, V ar(R) = 2σ4

n2(k−1)
→ 0.

Por otra parte, notemos que E(R) = 0, luego usando la desigualdad de Chebychev

tenemos qué R
p→ 0.

Estudiamos ahora el comportamiento asintótico de U cuando k → ∞. Si asumimos

Xij = µi + ϵij con ϵij independientes entonces bajo H0, que es condición del teorema, se

tiene que X1., X2., . . . Xk. son iid.

Para cada i con 1 ≤ i ≤ k, definimos Zi :=
(
Xi. − µ

)2− s2i
n = (εi.)

2− s2i
n , donde εi. =

1
n

∑n
j=1 εij y ε1., . . . εk. son i.i.d. Además, como s2i =

∑n
j=1(Xij−Xi.)

2 =
∑n

j=1(εij−εi.)
2

entonces los s2i tambien son iid.
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Luego, U = k−1/2
∑k

i=1 Zi. Si fijamos i, entonces Xi1, Xi2 . . . Xin hacen las veces de

Y1, Y2 . . . Yn en la proposición 2.1.2. Por la observación mencionada luego de la Proposi-

ción 2.1.2 sabemos que:

E (Zi) = 0

V ar (Zi) =
2σ4

n(n− 1)
.

Además, como Z1, Z1, . . . , Zk también son iid, entonces por el Teorema Central del

Ĺımite cuando k → ∞ sabemos que:

U = k−1/2
k∑

i=1

Zk
d→ N

(
0,

2σ4

n(n− 1)

)
.

Entonces por el Teorema de Slutsky,

U +R
d→ N

(
0,

2σ4

n(n− 1)

)
cuando k→∞.

Finalmente veamos que ,
S2
p

n

p→ σ2

n cuando k→∞. Para ello veamos que E
(
S2
p

n

)
= σ2

n

y V ar
(
S2
p

n

)
→ 0 cuando k → ∞.

Recordemos que

Sp
2 = k−1

∑k
i=1 s

2
i , con s2i = (n− 1)−1

∑n
j=1

(
Xij −Xi.

)2
; 1 ≤ i ≤ k

E

(
S2
p

n

)
=

1

nk

k∑
i=1

E
(
s2i
)

Re-escribiendo s2i :

s2i = (n− 1)−1
n∑

j=1

(
Xij −Xi.

)2
= (n− 1)−1

n∑
j=1

(
X2

ij − 2XijXi. +X
2
i.

)

= (n− 1)−1

 n∑
j=1

X2
ij − 2nX

2
i. + nX

2
i.

 = (n− 1)−1

 n∑
j=1

X2
ij − nX

2
i.


Luego,

E
(
s2i
)
=

1

n− 1

 n∑
j=1

E
(
X2

ij

)
− nE

(
X

2
i.

)
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=
1

n− 1

 n∑
j=1

[
V ar (Xij) + E2 (Xij)

]
− n

[
V ar

(
Xi.

)
+ E2

(
Xi.

)] .

Como E
(
Xi.

)
= µ, V ar

(
Xi.

)
= σ2

n , la igualdad anterior se puede escribir como:

1

n− 1

 n∑
j=1

[
V ar (Xij) + E2 (Xij)

]
− n

[
V ar

(
Xi.

)
+ E2

(
Xi.

)] =

1

n− 1

 n∑
j=1

σ2 + µ2 − n

[
σ2

n
+ µ2

] =

1

n− 1

(
n
(
σ2 + µ2

)
− n

[
σ2

n
+ µ2

])
=

n

n− 1

(
σ2 − 1

n
σ2

)
= σ2.

Utilizando el cálculo anterior podemos concluir que:

E

(
S2
p

n

)
=

1

nk

k∑
i=1

E
(
s2i
)
=

1

nk

k∑
i=1

σ2 =
σ2

n

Veamos ahora qué ocurre con la varianza:

V ar

(
S2
p

n

)
=

1

n2k2

k∑
i=1

V ar
(
s2i
)

Se puede ver que V ar
(
s2i
)
= 1

n(E(Xi1 − µi)
4 − σ4) + 2

n(n−1)σ
4 para todo 1 ≤ i ≤ k.

Si denotamos νi = E(Xi1 − µi)
4, V ar

(
s2i
)
= 1

nνi + σ4
(

2
n(n−1) −

1
n

)
. Entonces

V ar

(
S2
p

n

)
=

1

n3k2

k∑
i=1

νi +
1

n3k
σ4

(
2

(n− 1)
− 1

)
.

Luego por hipótesis νi = E(Xi1 − µi)
4 ≤ M para todo 1 ≤ i ≤ k entonces

k−1
∑k

i=1 νi < M y se tiene que

V ar

(
S2
p

n

)
→ 0,

cuando k → ∞. De este modo, por la desigualdad de Chebychev,

S2
p

n

p→ σ2

n
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cuando k → ∞. Aśı usando el Teorema de Slutsky se obtiene

k1/2(F − 1)
d→ N

(
0,

2n

n− 1

)
cuando k → ∞. Como queŕıamos demostrar.

2.3. Construcción del Test

En la sección anterior demostramos que bajo S1, y asumiendo H0 cierta,

k1/2(F − 1)
d→ N

(
0,

2n

n− 1

)
,

si k→∞ y n está fijo.

Ahora utilizaremos esta información para diseñar un test de hipótesis asintótico que

nos ayude a resolver nuestro problema, en caso en el que la cantidad de grupos sea

grande.

Como ya desarrollamos en el caṕıtulo anterior, para diseñar un test de hipótesis, ne-

cesitamos definir un nivel α (que es la probabilidad de cometer un error de tipo I), hallar

el p-valor p, y construir una región de rechazo a partir de este último. Rechazaremos H0

si α ∈ [p,+∞].

Ahora bien, para este test en particular, el estad́ıstico del mismo es T = k1/2(F −
1), para el cual asumimos que asintóticamente sigue una distribución N

(
0, 2n

n−1

)
, y

notaremos Tobs = k1/2(Fobs − 1) al valor del estad́ıstico observado para la muestra.

Como explicamos en 1.1, si hay diferencias entre las medias de lo grupos esperamos

notar que la variabilidad entre los grupos sea mayor que la variabilidad dentro de los

grupos y, por lo tanto, que el valor de Fobs sea grande. Entonces, bajo H0 podemos

pensar que Fobs debeŕıa tomar valores cercanos a uno y, por lo tanto, los valores de Tobs

debeŕıan ser cercanos a 0.

Por todo lo anterior, buscamos rechazar H0 si el valor Tobs es muy grande o muy

chico. Aśı que en este contexto definimos al p-valor como aquel que cumple lo siguiente:

p = 2P (T ≥ |Tobs|).

donde T es asintitóticamente N
(
0, 2n

n−1

)
.

Hasta el momento, hemos presentado 3 tests de hipótesis para resolver nuestro proble-

ma: el ANOVA clásico, un test asintótico para el caso en el que la cantidad de muestras

sea grande, y la cantidad de grupos sea un número fijo, y otro test asintótico en el

que suponemos que la cantidad de grupos es grande, y la cantidad de muestras para
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cada uno de ellos es un número fijo. Para el caso de los últimos 2, por la Proposición

1.2.1 y el Teorema 2.1.1 vimos que la distribución de los estad́ısticos dependen de k y

n respectivamente. Es decir que, por ejemplo, no dependen de la distribución original

que siguen los distintos grupos. Esto es particularmente interesante, considerando que

el ANOVA clásico necesita, entre otros, del supuesto de normalidad de los datos para

poder utilizarlo. En 1.3 ya mencionamos algunas limitaciones del ANOVA, y posibles

correcciones al mismo, dependiendo de los supuestos que fallen, y de las caracteŕısticas

de las muestras. Esto nos abre un nuevo panorama: ante un determinado experimento,

un analista puede optar por uno o varios de estos tests, dependiendo de los recursos con

los que cuente. Por ejemplo, si quiere analizar la igualdad de medias de una muestra con

pocos grupos, pero cuenta con la posibilidad de extraer muestras amplias de cada uno

de ellos, podŕıa optar por el ANOVA clásico, o por el test asintótico creado a partir de

la proposición 1.2.1, siempre y cuando se asegure de que se cumplen los supuestos de

independencia y homogeneidad de las varianzas.

Como para este trabajo nos concentramos en contextos en donde la cantidad de

grupos sea grande, solo analizaremos dos de los tres test mencionados:

El primero, es el ANOVA clásico que utiliza como estad́ıstico F y el cual sigue una

distribución Fk−1,k(n−1) y el segundo es el test asintótico que tiene como estad́ıstico a

k1/2(F − 1), y converge en distribución a N
(
0, 2n

n−1

)
, cuando k→∞
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Caṕıtulo 3

Estudio de Simulación

En esta sección estudiaremos el comportamiento de los estimadores propuestos para

diferentes conjuntos de datos generados bajo escenarios controlados. En lo que sigue de

este trabajo, llamaremos “Test F”al test clásico de ANOVA, y “Test N”al test asintótico

que se obtiene cuando el número de grupos aumenta.

El caṕıtulo se divide en dos partes. En la primera nos concentramos en estudiar el

error de Tipo I de ambos tests, y en la segunda a estudiar la potencia de los mismos.

3.1. Estudio de error de tipo I

En esta sección resumimos un estudio de simulación que diseñamos para comparar

el comportamiento del error de Tipo I en ambos test. Para ello, tomamos k muestras

independientes con n observaciones cada una, de tal forma que las muestras tengan la

misma media. Luego, aplicamos los test a nivel 0,05 con el fin de saber si, para este nivel,

la muestra da información significativa para rechazar la hipótesis nula.

Generamos 6 escenarios diferentes en el que consideramos diferentes distribuciones.

En cada escenario replicamos el experimento 1000 o 10000 veces (dependiendo de la

simulación), y calculamos el nivel emṕırico, es decir, las proporciones de rechazo, más

precisamente contamos cuántas veces se rechazó H0 dividido por el total de repeticiones.

Si el test está bien calibrado, esperamos observar que el nivel emṕırico sea aproximada-

mente igual al nivel de significación (en este caso, 0,05). En cada escenario variamos los

valores de k y de n. El principal objetivo de la simulación es ver el comportamiento de

ambos tests, especialmente en los casos en que los valores de k sean cada vez más altos.

En las subsecciones siguientes presentaremos las distribuciones utilizadas junto con

los resultados obtenidos.
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Simulación 1

En este escenario consideramos k = {5, 10, 20, 50, 100, 200, 500, 1000} y n = {5, 10, 15, 30, 50}.
Las k muestras se generaron siguiendo una distribución N (0, 1). Repetimos cada expe-

rimento 10000 veces. Las tablas 3.1 y 3.2 resumen los resultados obtenidos.

n \ k 5 10 20 50 100 200 500 1000

5 0.0476 0.0485 0.0503 0.053 0.0479 0.0481 0.0551 0.0518

10 0.0509 0.0518 0.0501 0.0509 0.0495 0.0489 0.0532 0.0528

15 0.0487 0.0458 0.0515 0.0488 0.0488 0.0494 0.052 0.0539

30 0.0492 0.0486 0.0469 0.0477 0.0504 0.0497 0.0497 0.049

50 0.0477 0.0521 0.0502 0.051 0.0516 0.0533 0.0498 0.0502

Tabla 3.1: Proporciones de rechazo del Test F con 10000 repeticiones

n \ k 5 10 20 50 100 200 500 1000

5 0.0803 0.0658 0.0586 0.0549 0.0501 0.0493 0.0541 0.0509

10 0.0746 0.0593 0.0515 0.0512 0.0488 0.0495 0.0502 0.0532

15 0.0688 0.0516 0.0529 0.049 0.0484 0.0496 0.0533 0.0541

30 0.0653 0.0516 0.0476 0.0487 0.0502 0.0468 0.0503 0.0495

50 0.0613 0.0551 0.0494 0.0493 0.0503 0.0514 0.0477 0.0478

Tabla 3.2: Proporciones de rechazo del Test N con 10000 repeticiones

Simulación 2

En este caso continuamos bajo un modelo normal. Las k muestras siguen una distribu-

ciónN (0, 1), pero sumamos más tamaños de muestras. k = {5, 10, 20, 50, 100, 200, 500, 1000}
y n = {5, 10, 15, 30, 50, 100, 200}. Aqúı repetimos cada experimento 1000 veces. Los re-

sultados obtenidos se encuentran en las tablas 3.3 y 3.4.
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n \ k 5 10 20 50 100 200 500 1000

5 0.0490 0.0530 0.0450 0.0490 0.0510 0.0430 0.0530 0.0480

10 0.0520 0.0580 0.0480 0.0470 0.0530 0.0550 0.0530 0.0510

15 0.0490 0.0520 0.0520 0.0430 0.0470 0.0480 0.0590 0.0440

30 0.0510 0.0450 0.0490 0.0490 0.0560 0.0550 0.0460 0.0520

50 0.0400 0.0600 0.0480 0.0440 0.0470 0.0370 0.0430 0.0390

100 0.0570 0.0460 0.0490 0.0560 0.0540 0.0510 0.0460 0.0510

200 0.0570 0.0540 0.0430 0.0530 0.0600 0.0420 0.0540 0.0600

Tabla 3.3: Proporciones de rechazo del Test F con 1000 repeticiones y

distribución N (0, 1).

n \ k 5 10 20 50 100 200 500 1000

5 0.0750 0.0660 0.0560 0.0470 0.0490 0.0550 0.0390 0.0540

10 0.0760 0.0630 0.0540 0.0460 0.0580 0.0550 0.0490 0.0560

15 0.0730 0.0560 0.0550 0.0490 0.0510 0.0510 0.0560 0.0480

30 0.0630 0.0480 0.0420 0.0510 0.0520 0.0510 0.0450 0.0590

50 0.0530 0.0630 0.0510 0.0460 0.0460 0.0450 0.0520 0.0390

100 0.0720 0.0500 0.0520 0.0560 0.0410 0.0490 0.0470 0.0530

200 0.0720 0.0580 0.0450 0.0550 0.0540 0.0380 0.0570 0.0590

Tabla 3.4: Proporciones de rechazo del Test N con 1000 repeticiones y

distribución N (0, 1).

Simulación 3

En este escenario, trabajaremos con muestras que siguen una distribución exponen-

cial. Consideramos k = {5, 10, 20, 50, 100, 200, 500, 1000} y n = {5, 10, 15, 30, 50, 100, 200}.
Las k muestras siguen una distribución exp( 1

10). Repetimos cada experimento 1000 veces.

Los resultados obtenidos se encuentran en las tablas 3.5 y 3.6
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n \ k 5 10 20 50 100 200 500 1000

5 0.0310 0.0600 0.0510 0.0540 0.0760 0.0590 0.0520 0.0590

10 0.0340 0.0460 0.0450 0.0470 0.0420 0.0620 0.0400 0.0490

15 0.0500 0.0400 0.0480 0.0460 0.0530 0.0450 0.0470 0.0550

30 0.0510 0.0430 0.0510 0.0490 0.0320 0.0510 0.0470 0.0470

50 0.0410 0.0420 0.0550 0.0500 0.0470 0.0400 0.0560 0.0500

100 0.0550 0.0580 0.0470 0.0570 0.0490 0.0450 0.0560 0.0430

200 0.0430 0.0580 0.0500 0.0510 0.0410 0.0320 0.0600 0.0420

Tabla 3.5: Proporciones de rechazo del Test F con 1000 repeticiones y

distribución exp( 1
10)

n \ k 5 10 20 50 100 200 500 1000

5 0.0720 0.0790 0.0580 0.0640 0.0630 0.0610 0.0540 0.0530

10 0.0530 0.0550 0.0440 0.0450 0.0420 0.0530 0.0430 0.0560

15 0.0670 0.0450 0.0480 0.0440 0.0530 0.0420 0.0490 0.0630

30 0.0660 0.0460 0.0460 0.0470 0.0380 0.0430 0.0440 0.0370

50 0.0530 0.0430 0.0560 0.0540 0.0440 0.0490 0.0520 0.0580

100 0.0730 0.0590 0.0410 0.0490 0.0520 0.0500 0.0600 0.0430

200 0.0500 0.0600 0.0540 0.0440 0.0440 0.0420 0.0590 0.0460

Tabla 3.6: Proporciones de rechazo del Test N con 1000 repeticiones y

distribución exp( 1
10)

Simulación 4

A continuación, trabajamos con muestras que siguen una distribución beta. Consi-

deramos k = {5, 10, 20, 50, 100, 200, 500, 1000} y n = {5, 10, 15, 30, 50, 100, 200}. Las k

muestras siguen una distribución beta(2, 2). Repetimos cada experimento 1000 veces.

Los resultados obtenidos se encuentran en las tablas 3.7 y 3.8
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n \ k 5 10 20 50 100 200 500 1000

5 0.0440 0.0530 0.0520 0.0590 0.0400 0.0430 0.0510 0.0360

10 0.0530 0.0540 0.0550 0.0420 0.0510 0.0560 0.0560 0.0470

15 0.0460 0.0480 0.0500 0.0400 0.0450 0.0510 0.0550 0.0430

30 0.0500 0.0680 0.0590 0.0510 0.0470 0.0360 0.0530 0.0530

50 0.0570 0.0500 0.0500 0.0570 0.0470 0.0380 0.0600 0.0500

100 0.0570 0.0360 0.0510 0.0490 0.0450 0.0540 0.0590 0.0590

200 0.0420 0.0470 0.0370 0.0680 0.0510 0.0410 0.0610 0.0600

Tabla 3.7: Proporciones de rechazo del Test F con 1000 repeticiones, y

distribución beta(2, 2).

n \ k 5 10 20 50 100 200 500 1000

5 0.0830 0.0690 0.0600 0.0670 0.0370 0.0420 0.0470 0.0420

10 0.0770 0.0620 0.0550 0.0430 0.0560 0.0560 0.0500 0.0480

15 0.0640 0.0610 0.0520 0.0440 0.0430 0.0550 0.0570 0.0480

30 0.0670 0.0710 0.0640 0.0480 0.0380 0.0330 0.0440 0.0530

50 0.0730 0.0510 0.0490 0.0510 0.0450 0.0310 0.0440 0.0510

100 0.0740 0.0390 0.0510 0.0470 0.0530 0.0450 0.0600 0.0540

200 0.0540 0.0500 0.0500 0.0640 0.0610 0.0380 0.0490 0.0530

Tabla 3.8: Proporciones de rechazo del Test N con 1000 repeticiones, y

distribución beta(2, 2).

Simulación 5

En este escenario, trabajaremos con muestras que siguen una distribución normal lo-

gaŕıtmica. Consideramos k = {5, 10, 20, 50, 100, 200, 500, 1000} y n = {5, 10, 15, 30, 50, 100, 200}.
Las k muestras siguen una distribución lognormal(0, 1). Repetimos cada experimento

1000 veces. Los resultados obtenidos se encuentran en las tablas 3.9 y 3.10
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n \ k 5 10 20 50 100 200 500 1000

5 0.0310 0.0450 0.0390 0.0460 0.0600 0.0470 0.0540 0.0530

10 0.0400 0.0470 0.0450 0.0490 0.0520 0.0410 0.0660 0.0620

15 0.0390 0.0420 0.0530 0.0550 0.0380 0.0430 0.0630 0.0410

30 0.0330 0.0420 0.0500 0.0540 0.0610 0.0420 0.0440 0.0510

50 0.0450 0.0480 0.0520 0.0500 0.0430 0.0440 0.0470 0.0500

100 0.0530 0.0430 0.0530 0.0420 0.0560 0.0490 0.0650 0.0500

200 0.0510 0.0590 0.0420 0.0540 0.0540 0.0500 0.0600 0.0570

Tabla 3.9: Proporciones de rechazo del Test F con 1000 repeticiones, y

distribución lognormal(0, 1)

n \ k 5 10 20 50 100 200 500 1000

5 0.0510 0.0550 0.0420 0.0400 0.0490 0.0420 0.0490 0.0540

10 0.0580 0.0530 0.0450 0.0460 0.0520 0.0400 0.0590 0.0500

15 0.0560 0.0470 0.0510 0.0430 0.0340 0.0430 0.0600 0.0400

30 0.0520 0.0470 0.0480 0.0470 0.0470 0.0390 0.0400 0.0570

50 0.0620 0.0510 0.0510 0.0440 0.0480 0.0290 0.0480 0.0560

100 0.0660 0.0440 0.0550 0.0430 0.0540 0.0520 0.0580 0.0490

200 0.0670 0.0600 0.0360 0.0530 0.0460 0.0420 0.0550 0.0580

Tabla 3.10: Proporciones de rechazo del Test N con 1000 repeticiones, y

distribución lognormal(0, 1)

Simulación 6

En este caso continuamos bajo un modelo normal logaŕıtmico. Las k muestras si-

guen una distribución lognormal(0, 1), pero repetimos cada experimento 10000 veces.

Consideramos k = {5, 10, 50, 100, 200, 500, 1000} y n = {5, 10, 15, 30, 50, 100, 200}. Los
resultados obtenidos se encuentran en las tablas 3.11 y 3.12
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n \ k 5 10 50 100 200 500 1000

5 0.0314 0.0386 0.0488 0.0481 0.0506 0.0545 0.0562

10 0.0347 0.0412 0.0512 0.0500 0.0522 0.0512 0.0505

15 0.0378 0.0428 0.0481 0.0523 0.0507 0.0477 0.0506

30 0.0405 0.0446 0.0523 0.0518 0.0547 0.0477 0.0533

50 0.0391 0.0481 0.0503 0.0521 0.0538 0.0446 0.0502

100 0.0442 0.0431 0.0479 0.0493 0.0494 0.0513 0.0488

200 0.0420 0.0461 0.0487 0.0558 0.0506 0.0507 0.0486

Tabla 3.11: Proporciones de rechazo del Test F con 10000 repeticiones, y

distribución lognormal(0, 1)

n \ k 5 10 50 100 200 500 1000

5 0.0556 0.0536 0.0463 0.0435 0.0451 0.0459 0.0499

10 0.0564 0.0474 0.0470 0.0460 0.0458 0.0481 0.0474

15 0.0538 0.0478 0.0441 0.0504 0.0446 0.0479 0.0474

30 0.0563 0.0471 0.0493 0.0499 0.0519 0.0478 0.0519

50 0.0523 0.0502 0.0477 0.0487 0.0521 0.0453 0.0515

100 0.0550 0.0455 0.0497 0.0462 0.0504 0.0512 0.0504

200 0.0552 0.0485 0.0501 0.0534 0.0479 0.0482 0.0471

Tabla 3.12: Proporciones de rechazo del Test N con 10000 repeticiones, y

distribución lognormal(0, 1)

3.1.1. Conclusiones

A partir de todos los experimentos realizados, podemos notar algunos aspectos en

común. Observando las tablas a grandes rasgos notamos que el error emṕırico de tipo I

de ambos tests está alrededor del 5%, alcanzando en general el valor nominal del test.

En los primeros dos escenarios los resultados tienen un mejor desempeño para el

test Clásico de ANOVA, esto se debe a la normalidad de las muestras. En cierto modo

no importa cuan grandes o chicos sean k y n, bajo normalidad, el estad́ıstico F tendrá

distribución de Fisher y por lo tanto el test de ANOVA resulta satisfactorio. En los otros

escenarios, se puede ver que valores de n chicos arrojan errores emṕıricos bajos para el

ANOVA clásico, mientras que para el “Test N ”los errores son más altos.

Como comentamos anteriormente, no pareciera que el ANOVA clásico se encontrará

con grandes limitaciones frente al aumento del tamaño de grupos. Más bien parece que

en la situación que se corresponde a la falta de normalidad, tener alto tamaño de grupos

en cierto modo ayuda. Śı se advierte que en distribuciones como la considerada en el
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escenario 6 que son altamente asimétricas, el test F presenta un desempeño más pobre;

sin embargo, el test N alcanza un comportamiento bastante superior.

En conclusión, si solo nos guiamos por los datos obtenidos por estos experimentos,

pareceŕıa no haber muchas diferencias entre ambos tests. Para analizar los estad́ısticos

desde otro punto de vista, en la siguiente sección trabajemos con la función de potencia.

3.2. Estudio de la potencia

En esta sección analizaremos para muestras finitas como es el comportamiento de las

funciones de potencia en ambos test. Para ello presentamos los estudios de simulación

que detallaremos a continuación.

Como en la sección anterior, tomamos k muestras independientes con n observaciones

cada una, con la diferencia que para estudiar la potencia, no tomaremos todos los grupos

con la misma media, sino que variaremos un 20% de cada una de ellas, de tal forma

que la media cambie progresivamente. Notemos que con estos cambios sabemos que lo

correcto seŕıa rechazar H0. Pero modificando este porcentaje nos permitirá estudiar la

sensibilidad del test frente a diferentes hipótesis alternativas.

A modo de ejemplo, podŕıamos tomar 10 grupos de los cuales 8 grupos siguen una dis-

tribución N (0, 1), y los 2 restantes una distribución N (0, 1)+δ, con δ ∈ {0.1, 0.2, 0.5, 1}.
Seŕıa de esperar que el test sepa distinguir estas diferencias en las medias, pero segura-

mente a medida que δ se acerque más al cero será más complicado detectar la diferencia,

mientras que para valores grandes de δ el test debeŕıa ser más sensible a estos cambios.

Luego, aplicamos los tests a nivel 0,05 con el fin de saber si, para este nivel, la

muestra da información significativa para rechazar la hipótesis nula. Repetimos estos

experimentos 1000 veces, y calculamos las proporciones de rechazo del mismo modo que

en la sección anterior.

Finalmente, utilizaremos estos datos para ilustrar la función de potencia. Como nos

interesa que este gráfico quede lo más completo posible, además de trabajar con muestras

que no cumplan con H0, también agregaremos a la simulación el caso donde δ = 0 (es

decir, el caso en donde lo correcto es aceptar H0). Al igual que en la sección anterior

realizaremos este experimento variando los valores de k y n, pero poniendo especial

atención en que los valores de k sean cada vez más altos.

En todos los escenarios estudiados observaremos para cada valor de n un gráfico

que debe interpretarse de la siguiente forma: Las funciones del test F y test N están

representadas por los colores negro y rojo, respectivamente. En el mismo gráfico se verán

ambas funciones para varios valores de k. Las que provienen de haber trabajado con el

mismo valor de k tendrán el mismo grosor (cuanto mayor es el grosor, mayor es el valor

de k seleccionado).
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Simulación 1

El primer escenario que estudiaremos corresponde a tomar k = {5, 50, 200, 1000} y

n = {5, 15, 30, 100}. Generaremos el 20% de los k grupos siguiendo una distribución

N (0, 1) + δ, con δ ∈ {0, 0.1, 0.2, 0.5, 1}. Notar que, en este caso, suponemos que H0 es

verdadera si todas las muestras tienen media 0 (caso δ = 0). Repetimos cada experimento

1000 veces, obteniendo los siguientes resultados: Cada uno de los gráficos de la Figura

3.1, resumen un valor de n y vaŕıan los valores de k y δ.

(a) Potencia para n=5. (b) Potencia para n=15

(c) Potencia para n=30 (d) Potencia para n=100

Figura 3.1: Potencias con distribución N (0, 1) + δ

Simulación 2

El escenario que describiremos ahora corresponde a tomar el 20% de los k gru-

pos generados con una distribución exp(1/10) + δ, con δ ∈ {0, 0.1, 0.2, 0.5, 1}, mientras
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que el 80% restante sigue una distribución exp(1/10). De este modo, el caso δ = 0

corresponde a H0 verdadera. Repetimos cada experimento 1000 veces y consideramos

k = {5, 50, 200, 1000} n = {5, 15, 30, 100}. Los resultados para cada n variando k y δ se

resumen en la Figura 3.2

(a) Potencia para n=5. (b) Potencia para n=15

(c) Potencia para n=30 (d) Potencia para n=100

Figura 3.2: Potencias con distribución exp(1/10) + δ

Simulación 3

A continuación, describiremos el escenario correspondiente a tomar el 20% de los k

grupos generados con una distribución beta(2, 2)+δ, con δ ∈ {0, 0.1, 0.2, 0.5, 1}, mientras

que el 80% restante sigue una distribución beta(2, 2). De este modo, el caso δ = 0

corresponde a H0 verdadera. Repetimos cada experimento 1000 veces y consideramos

k = {5, 50, 200, 1000} n = {5, 15, 30, 100}. Los resultados para cada n variando k y δ se
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resumen en la Figura 3.3

(a) Potencia para n=5. (b) Potencia para n=15

(c) Potencia para n=30 (d) Potencia para n=100

Figura 3.3: Potencias con distribución beta(2, 2) + δ

Simulación 4

Aqúı describiremos el escenario correspondiente a tomar el 20% de los k grupos

generados con una distribución lognormal(0, 1)+ δ, con δ ∈ {0, 0.1, 0.2, 0.5, 1}, mientras

que el 80% restante sigue una distribución lognormal(0, 1). De este modo, el caso δ = 0

corresponde a H0 verdadera. Repetimos cada experimento 1000 veces y consideramos

k = {5, 50, 200, 1000} n = {5, 15, 30, 100}. Los resultados para cada n variando k y δ se

resumen en la Figura 3.4
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(a) Potencia para n=5. (b) Potencia para n=15

(c) Potencia para n=30 (d) Potencia para n=100

Figura 3.4: Potencias con distribución lognormal(0, 1) + δ

Simulación 5

Por último, describiremos el escenario correspondiente a tomar el 20% de los k grupos

generados con una distribución lognormal(0, 2)+δ con δ ∈ {1, 2, 3, 4, 5}, mientras que el

80% restante sigue una distribución lognormal(0, 2). Repetimos cada experimento 1000

veces y consideramos k = {5, 50, 200, 1000} n = {5, 15, 30, 100}. Notar que en este caso

decidimos tomar valores de δ mayores a los utilizados en las simulaciones anteriores. Los

resultados para cada n variando k y δ se resumen en la Figura 3.5
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(a) Potencia para n=5. (b) Potencia para n=15

(c) Potencia para n=30 (d) Potencia para n=100

Figura 3.5: Potencias con distribución lognormal(0, 2) + δ

3.2.1. Conclusiones

Los gráficos de la función de potencia en los diferentes escenarios resumen varios

puntos en común, y varias singularidades. Para valores de δ cercanos a 0, y sin importar

la cantidad de grupos, las proporciones de rechazo son bajas, y cercanas a la proporción

de error de tipo I. Esto parece indicarnos que los test no son sensibles a pequeños cambios.

Sin embargo, a medida que los valores de δ crecen y, por lo tanto, la media muestral

de los grupos alterados (el 20% de los grupos), se aleja de la media que entendemos

como verdadera, las proporciones de rechazo aumentan significativamente. Vemos que

esta proporción mejora aun más para ambos tests a medida que el valor de k es grande.

En el caso particular de la Simulación 5, podemos ver que para δ = 1 las proporciones

de rechazo no tienen valores tan altos como en el resto de las simulaciones, por tal motivo
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experimentamos con mayores valores de δ para ver mejoras. Igualmente, esta mejoŕıa es

notable solo para el caso n = 100, lo que nos lleva a pensar que para ver proporciones de

rechazo más altas en el resto de los casos, debeŕıamos generar alternativas con valores

de δ mayores a los utilizados en la simulación en cuestión. Es decir que para ver un

mejor comportamiento de los test, la media de las muestras perturbadas deben alejarse

mucho más de la media verdadera, evidenciando cierta falta de sensibilidad para detectar

alternativas cercanas a la hipótesis nula.

Para valores fijos de k y n, ambos test parecen comportarse de forma similar. Las

mayores diferencias se notan para valores chicos de n. En el primer escenario bajo el

modelo normal, es interesante notar como aumentar el tamaño de los grupos redunda

en una mejora de la potencia. En la Simulación 2 con tamaño de muestra chico, el

comportamiento de ambos test no es bueno. Aun cuando el tamaño de los grupos es

grande, el test no logra discriminar.

En los casos con k = 5, el test N pareciera tener un mejor comportamiento que el

Test F, en el sentido de que rechaza más casos en donde sabemos que H0 es falsa. Esta

diferencia es muy sutil, y no alcanza para decir que un test es mejor que otro cuando se

trabaja con una cantidad pequeña de grupos.

En lineas generales podemos decir que el comportamiento de la potencia es similar al

estudio realizado para el error de tipo I. Ambos test parecieran tener comportamientos

parecidos salvo algunas excepciones puntuales.
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Conclusiones del trabajo de tesis

En esta tesis abordamos el problema ANOVA pero en el contexto que el número de

grupos puede ser grande, incluso mayor que el tamaño de muestra en cada grupo. A priori

los resultados para ANOVA asumen normalidad y el estad́ıstico tiene una distribción

paramétrica conocida. Sin el supuesto de normalidad se puede obtener el comportamiento

asintótico también obteniendo una distribución ĺımite conocida. En ambos casos esta

distribción depende del número de grupos, por lo tanto resulta interesante estudiar como

se comporta el estad́ıstico F bajo este supuesto. Este tema fue abordado por primera vez

en el trabajo de Boos y Brownie (1995). Ellos brindan una demostración bastante escueta

del comportamiento asintótico y sin considerar una hipótesis necesaria. El trabajo no

incluyó experimentos computacionales.

En este trabajo nos concentramos en estudiar, en primer lugar el test de ANOVA que

no forma parte de los contenidos de ninguna materia de la carrera. Y en una segunda

etapa estudiamos el trabajo de Boos y Brownie (1995). Esto incluyo completar los detalles

de la demostración del teorema principal. Por otra parte realizamos un breve estudio de

simulación en la que comparamos el estimador clásico de ANOVA con la propuesta

considerada en el trabajo de Boos y Brownie.

A modo de resumen y luego de analizar todos los experimentos realizados, expli-

caremos algunas de las causas de lo observado. En primer lugar, por lo visto en 3.1,

podemos ver que ambos test controlan bien el error de tipo I. En cuanto a las funciones

de potencia, podemos ver que los tests tienen un mejor comportamiento cuanto mayores

son los valores de k. Con esto queremos decir que, dado n fijo, si miramos lo que ocurrió

con las funciones de potencia para un valor de δ pequeño, notamos que, a medida que

aumenta la cantidad de grupos, el valor de la potencia se acerca a 1. Al menos para el

test, N esto puede deberse a que, al ser un test asintótico para k, mejora cuanto más

grupos tenemos para testear.

También notamos que para valores de δ cercanos a 0, la función de potencia no parece

mejorar a medida que aumentamos el valor de n. Gráficamente notamos que la imagen

de la función de potencia para valores de δ ≤ 0.2 se mueve en los mismos rangos, sin

importar si tomamos 5 o 1000 muestras de cada grupo. Es decir que a los tests les cuesta

discernir pequeños apartamientos de H0.
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En general, vemos que sin importar la distribución que siguieron los grupos, en los

casos en donde hubieron una gran cantidad de ellos, ambos tests se comportaron de forma

similar. Si recordamos que el ANOVA clásico se rige bajo el supuesto de normalidad de los

grupos, llama la atención que hayamos visto tanta similitud entre los tests. Sin embargo,

esto es coherente con lo que se explica en Boos y Brownie (1995) y que detallamos en

2.1. La demostración del Teorema 2.1.1, no supone ninguna hipótesis sobre qué tipo de

distribución siguen los distintos grupos. Solo partimos de suponer que las variables son

iid, con la misma media y varianza, con cuarto momento finito, y que las muestras de

cada grupo tienen el mismo tamaño. En ese caso, a nivel asintótico, la distriubción del

estad́ıstico de lo que llamamos “Test N”
(
k1/2(F − 1)

)
solo depende del tamaño de las

muestras n.

De aqúı podemos deducir que, a nivel asintótico, F tampoco depende de las distri-

buciones que siga cada grupo, y es por esto que ambos tests terminan por parecerse. No

importando demasiado las caracteŕısticas de las distribuciones de cada grupo.

Como conclusión final, el trabajo realizado en esta tesis no determina un mal diagnósti-

co o una limitación clara al usar el test clásico de ANOVA cuando el número de grupos

es grande. El test introducido por Boss y Brownie es tan simple como el ANOVA clási-

co y arroja resultados parecidos. Queda para un futuro trabajo extender el estudio de

simulación y analizar los resultados asintóticos cuando tanto k como n aumentan.
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[6] Norman, Geoffrey R. y Streiner, David L. Biostatistics: The Bare Essentials. Third

Edition. B.C. Decker Inc, 2008, pág. 80.

[7] Skidmore, Susan y Thompson, Bruce. Bias and precision of some classical ANOVA

effect sizes when assumptions are violated. Behavior research methods 45 (oct. de

2012). doi: 10.3758/s13428-012-0257-2.

[8] Student. The Probable Error of a Mean. Biometrika 6.1 (1908), págs. 1-25.
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